
第 60卷 第 8期

2026 年 8月

西 安 交 通 大 学 学 报

JOURNAL OF XI’AN JIAOTONG UNIVERSITY

Vol.60 No.8

Aug.2026

.

*

采用分割一切模型的弱监督互学习

三维医学图像配准方法

苏渝钦1，潘杭镇1，李锦江1，刘欢2，李钟毓3，刘杨4，5

（1.西安交通大学软件学院，710049，西安；2.西安交通大学计算机科学与技术学院，710049，西安；

3.上海交通大学计算机学院，200032，上海；4.西安交通大学网络空间安全学院，710049，西安；

5.西安交通大学智能网络与网络安全教育部重点实验室，710049，西安）

摘要：针对三维医学图像配准中无监督方法配准精度不足、弱监督方法依赖高质量分割标签且分

割基础模型生成标签难以直接稳定指导配准训练的问题，提出了一种采用分割一切模型的弱监督

互学习三维医学图像配准方法。首先，利用分割一切模型（SAM）从多视角提取主要解剖区域掩

码，并通过融合构建交集掩码与并集掩码，以表征不同粒度的结构先验信息；其次，在弱监督配准框

架中引入互学习方法，通过结合可信度与位置信息模块，促进不同掩码监督下配准模型之间的知识

蒸馏与协同优化，从而实现互补信息的有效利用并提升训练稳定性。在 3 组脑图像数据集上的实

验结果表明，所提方法能够在充分利用标签信息的同时保持稳定训练，与现有三维图像配准方法相

比，在区域重叠度等指标上表现更优，其中重叠系数提升约 5%，体现出更高的配准精度与可靠性。
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Abstract：To address the problems of insufficient registration accuracy of unsupervised methods，

heavy reliance of weakly supervised methods on high-quality segmentation labels，and inability of

labels generated by foundation segmentation models to directly and stably guide registration

training in 3D medical image registration，a segment anything model （SAM）-guided weakly

supervised mutual learning method for 3Dmedical image registration was proposed.First，masks

of major anatomical regions were extracted from different views using the SAM，and intersection

and union masks were constructed through mask fusion to represent structural prior information

at different granularities.Second，a mutual-learning mechanism was introduced into the weakly-
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supervised registration framework，and a module integrating confidence and position information

was embedded to promote knowledge distillation and collaborative optimization between registration

models under different mask supervision，thereby enabling effective utilization of complementary

information and improving training stability.Finally，experimental results on three brain image

datasets demonstrate that the proposed method can fully utilize label information while

maintaining stable training，and outperforms existing 3D image registration methods in terms of

regional overlap，with the Dice coefficient improved by approximately 5%，indicating higher

registration accuracy and reliability.

Keywords：medical image registration；segment anything model；weakly-supervised method；

multi-view；mutual learning method

  随着医学影像技术与相关交叉学科的持续发

展，医学图像分析研究已逐步进入精细化、标准化的

发展阶段。在医学图像配准任务中，标准图谱与模

板的构建为不同模态、不同个体之间的空间对齐提

供了重要参照。以脑影像分析为例，2020 年 Allen

脑科学研究所发布了小鼠标准脑图谱 CCFv3
[1]，为

小鼠大脑的空间配准提供了重要参照。在此基础

上，全脑跨模态一致性配准方法（mBrainAligner）
[2]

与全脑自动化分析深度学习流程（D-LMBmap）
[3]等

代表性工作相继提出，实现了多种全脑影像与标准

模板之间的高精度配准，为大规模医学图像分析任

务，尤其是全脑尺度下的单细胞神经元形态分析与

类型鉴定奠定了技术基础。然而，复杂解剖结构带

来的形变差异以及对配准精度不断提高的要求，仍

然对现有医学图像配准方法提出了严峻挑战。

近年来，基于深度学习的无监督配准方法已成

为医学图像配准领域的主流技术[4-10]。相较于传统

基于迭代优化的方法[11-13]，这类方法在配准速度上

实现了数量级的提升，但其在配准精度方面的改进

仍然有限，尤其在解剖结构复杂的医学图像数据上，

性能仍有待提升。为了进一步提高配准精度，部分

研究转向弱监督范式，通过引入分割标签作为监督

信号来引导配准过程，并取得了显著效果[14-18]。然

而，此类方法依赖专家进行人工标注，成本高且难以

大规模获取。

随着分割一切模型（segment anything，SAM）
[19]

的发布，研究者开始探索其在配准中的应用，并涌

现出如 SAMReg 模型
[20]、SAT-Morph 模型

[21]等

一系列新模型。这些工作尝试直接利用分割基础

模型的分割结果指导配准，展现出良好潜力。然

而，这些模型的性能在很大程度上受限于基础模

型本身的分割精度，且普遍忽视了所生成伪标签

的多样性与可靠性问题，因而其泛化能力与鲁棒

性面临挑战。

为解决上述问题，本文提出了一种由分割一切

模型 SAM引导的弱监督互学习三维医学图像配准

方法。首先，针对三维医学图像的成像特点，采用多

视角策略对 SAM 模型进行微调，以生成主要解剖

结构的伪分割标签。进一步地，为增强伪标签的多

样性与可靠性，设计了一种多视角融合机制，通过对

不同视角下生成的标签进行交集与并集操作，有效

整合多源空间信息。最后，基于所生成的多样化伪

标签，构建了一种基于互学习的配准框架，并引入基

于可靠性的损失模块，以确保模型能够充分、稳健地

利用伪标签中的解剖结构信息。

本文的主要贡献如下：针对弱监督配准中解剖

标注稀缺的问题，引入 SAM 模型以生成初始伪标

签，并进一步提出一种多视角融合策略，充分利用三

维图像的立体信息以增强伪标签的多样性与鲁棒

性；提出了一种基于互学习的配准框架，该框架能促

使配准网络之间通过协同训练，充分挖掘并利用图像

中的解剖结构信息，从而共同提升配准性能。在多个

数据集上的实验结果验证了本文所提方法的有效性。

结果表明，基于本文方法生成的多样化伪标签进行互

学习能够实现有效的知识蒸馏，显著提升配准精度。

这一工作为互学习范式在图像配准领域的拓展与应

用提供了新的思路。

1 相关工作

1.1 弱监督图像配准方法

图像配准旨在建立不同图像间的空间对应关

系，其方法可分为刚性配准与形变（非刚性）配准两

类[22-23]。从表示方式来看，配准变换通常可基于参数

化函数或密集位移场来表征。参数化方法（如刚性、

仿射及基于样条的变换[24]），对关键位置之间的映射

进行建模[25]；而密集位移场则为每个体素定义其位

移向量，通常由基于学习的配准模型直接输出[26]。

早期的学习型方法大多采用监督学习的策略，
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其监督信息来源于人工标注或传统方法估计的变形

场[27-28]。VoxelMorph 模型
[4]首次将 3D-UNet 网

络[29]和空间变形块[30]结合，实现了端到端的无监

督配准，为此后一系列基于深度学习的先进方法奠

定了基础。

弱监督配准方法的核心思想是利用不完整或稀

疏的标注信息（如部分关键点、分割掩码、解剖先验

等）引导模型学习，从而在降低对全标注数据依赖的

同时，仍能获得有效的配准效果。Hu 等
[16]开创性

地利用器官分割标签作为弱监督信号；Blendowski

等[31]则进一步提出了基于多模态特征的弱监督学

习方法。尽管这些方法在性能上显著优于无监督方

法，但其依赖的分割标签仍需专业医学知识进行人

工标注，成本高昂。

为缓解标注负担，Li等
[32]提出一种半监督的弱

监督配准框架，结合少量标注数据与大量未标注数

据进行协同训练。与上述方法不同，本文提出借助

在有限标注数据上微调分割一切模型的方式生成高

质量伪标签，仅需少量标注即可完成高效训练，为降

低标注依赖提供了新的技术路径。

1.2 视觉基础模型

近年来，基础模型在计算机视觉领域发展迅速，

通过在海量多样化数据集上进行预训练，展现出强

大的泛化能力与广泛的下游任务适应性。SAM 模

型[19]作为首个通用分割基础模型，在多种零样本分

割任务中表现卓越。此后，研究者陆续提出了一系

列基于 SAM 模型的改进模型，如 SAT 模型
[33]、

MedSAM 模型
[34]等，推动了视觉基础模型在专业

领域的应用。

随着医学分割基础模型的发展，将其用于辅助

图像配准逐渐成为可能。例如，Xu等
[21]提出 SAT-

Morph模型，直接使用 SAT模型
[33]输出的分割结

果替代原始图像进行配准；Huang 等
[20]则利用

SAM模型
[19]生成的分割掩码作为感兴趣区域，并

通过区域匹配实现图像配准。然而，由于此类基础

模型通常以二维图像作为输入，现有方法大多将三

维数据沿单一视角切片后分别处理，导致丢失重要

的三维空间上下文信息。此外，其配准性能高度依

赖于基础模型的分割质量，而未能充分考虑所生成

伪标签的可靠性与多样性问题。

与传统的可靠性评估方法不同，本文基于“伪标

签越可靠，其引导的配准精度越高”的基本假设，提

出以配准精度本身作为衡量伪标签可靠性的依据，

从而更直接地关联分割质量与配准目标。

1.3 互学习方法

在相互学习的概念提出之前，主流深度学习模

型通常采用独立训练方式，即每个模型在固定数据

集上通过最小化损失函数完成训练，模型之间不存

在交互。Hinton等
[35]提出的知识蒸馏技术改变了

这一范式，通过将训练完备的大型“教师模型”中的

知识迁移至轻量级“学生模型”，在维持模型性能的

同时显著提升了推理效率。然而，该方法中的知识

传递是单向的，学生模型的学习效果高度依赖于教

师模型的质量。

为克服上述限制，Zhang等
[36]提出相互学习的

概念，其核心思想是让多个模型在训练过程中通过

知识蒸馏相互引导、共同优化，并在图像分类任务中

取得了显著效果。此后，互学习机制逐步扩展至物

体检 测、图 像 分 割 与 光 流 估 计 等 多 个 视 觉 任

务[37-39]。在图像配准领域，Liu 等
[40]构建了一种基

于互学习的配准框架，通过师生网络之间的相互参

数更新以提升性能。然而，该方法中师生网络均基

于相同的预训练数据与网络结构初始化，导致模型

间差异性有限，从而制约了互学习的潜力。一般而

言，传统互学习方法中不同学生模型之间的差异主

要依赖于随机初始化或超参数设置，这种差异来源

较为单一，难以充分激发模型间的互补性。

为突破以上局限，本文提出使用多样化的分割

伪标签分别指导不同的配准网络，从而在输入层面

引入显著差异性，增强模型学习的多样性。在此基

础上，通过互学习机制促进各网络间有效互补与知

识融合，实现对解剖结构特征更充分、更可靠的学

习，最终提升配准性能。

2 方法

2.1 问题描述

在典型的弱监督配准场景中，给定一对图像 Im

和 If（Im 为移动图像，If 为固定图像）以及它们对应

的分割掩码，目标是求得一个形变场φ，将 Im变换以

与 If 配准。本文将用 Im°φ表示由 Im 变换得到的变

形图像。本文旨在解决在缺乏分割掩码的情况下如

何提升配准精度的问题。为此，本文利用分割一切

模型生成伪分割掩码，并将其引入互学习框架，以充

分利用标签信息并增强模型的配准能力。在此基础

上，本文提出一种结合 SAM 微调与互学习的联合

配准框架 SAM-MutReg。

2.2 基于 SAM模型微调的多视角掩码获取

SAM-MutReg框架由 SAM 模型微调、预训练

和互学习 3 个阶段组成，其整体流程如图 1 所示。

在 SAM 模型微调阶段，通过多视角策略对

SAM模型进行适应性调整，以生成具有结构先验信

息的伪分割掩码；在配准模型预训练阶段，分别利用
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交集伪标签和并 集伪标签监督交集监督模型

（intersection-supervised model，ISM）与并集监督模

型（union-supervised model，USM）的训练，并综合

分割损失Lseg、图像相似性损失Lsim和平滑损失Lsmo

优化模型参数，以获得初始配准能力；在互学习阶

段，基于预训练模型 ISM与USM之间的交互学习，

通过形变场损失 Ldef引导模型间的知识传递，并结

合置信度与位置信息提升伪标签监督的可靠性，进

一步优化配准结果。

在 SAM微调阶段，设计了一种多视角融合的

三维医学图像分割方法。对于配准任务中的固定图

像 If ∈R
H×W×D，其中H、W 和D 分别表示图像的高

度、宽度和深度。考虑到所采用的三维医学图像数据

在水平面与冠状面 2 个视角下具有较好的成像质

量，分别从这两个视角将三维图像分解为二维切片

Sh∈R
W×D 和S d∈R

H×W。以 2组切片作为输入，分别

对SAM模型进行微调，从而获得具有不同视角特征

的分割模型。随后，将数据按照对应视角切片后输入

相应模型，得到基于不同视角的分割掩码并集标签

Mu 和交集标签Mi。

（a）多视角 SAM微调与交并集标签获取

（b）配准模型的预训练
（c）基于互学习的配准网络训练框架

图 1 本文提出的配准整体框架

Fig.1 Overview of the proposed registration framework

  在方法设计过程中，对水平面、冠状面和矢状面

3 种正交视角下的伪分割生成策略进行了探索。实

验结果表明，对于本研究所选取的 5 个解剖区域，矢

状面视角在部分样本中易产生切片间不连续和噪声

较大的伪分割结果；同时，三视角融合在整体分割质

量上未表现出稳定优势，反而会对后续配准产生不

利影响。基于上述分析，最终选取结构连续性和成

像稳定性更优的水平面与冠状面视角用于伪标签生

成，并进一步研究两视角伪标签的互补融合与互学

习机制，如图 1（a）所示。

为了充分融合多视角特征，本文进一步设计了

掩码融合模块。设 2 组伪标签分别为 S1 和 S2，定

义并集运算和交集运算如下

（S1 ∪ S2）（p）=
1， max（S1（p），S2（p））= 1

0，{ 其他

（1）

（S1 ∩ S2）（p）=
1， min（S1（p），S2（p））= 1

0，{ 其他

（2）

式中：p表示像素点。通过对两视角伪标签进行交与

并运算，可分别获得 2种具有互补特征的融合伪标签

Mu 和Mi。在实际实验中，本文从三维脑影像中提取

了 5个主要脑区，包括脑干（BS）、大脑皮层（CTX）、海

马体（HPF）、小脑（CB）以及尾壳核（CP）。

2.3 互学习配准框架

在第二阶段（见图 1（b）），基于第一阶段生成的

交集和并集伪标签，按照常规弱监督配准范式分别

预训练交集监督模型 ISM1 和并集监督模型 USM1。

在配准的预训练阶段，本文使用第一阶段 SAM 生

成多视角下多个区域的分割结果，并采取基于交集和

并集的融合策略生成对应的伪标签，以此作为弱监督

标签，预训练阶段不依赖任何人工标注或现成的配准

结果。在此基础上，借鉴互学习（mutual learning）的

思想，将ISM1 与USM1 均视为学生模型，使二者在

后续阶段中实现相互学习与协同优化。

如图 1（c）所示，在第 t（t≥1）轮训练中，首先固

定模型ISMt 的参数，更新模型USMt 的参数，使模

型USMt 能够充分吸收ISMt 的知识。为了确保知

识传递的有效性与稳定性，本文设计了一个基于置

信度与掩码位置混合判断的置信模块。
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置信度损失计算图如图 2所示，其中φ1、φ2 表示

模型输出的形变场，W 1、W2 表示将形变场作用于移

动图像后得到的配准后图像，N1、N2 表示对应的置信

度图。由于配准任务的核心输出为形变场，因此置信

度反映了形变场在每个像素位置上的可靠程度。该

可靠性可通过强度相似性函数进行度量，即形变后

的图像与固定图像之间的相似性越高，对应位置的

置信度越高。本文使用归一化互相关（normalized

cross-correlation，NCC）作为相似性度量函数。对

于图像 I 1 和 I2 在位置 p 处的归一化互相关计算公

式如下

ncc（I 1，I2；p）=
∑
q∈Ωp

S1（q）S2（q）

V1（q）V2（q）
（3）

Sk（q）= Ik（q）-Ik（p） （4）

Vk（q）= ∑
q∈Ωp

Sk（q）

㊣
2 （5）

式中：Ωp 是以 p 为中心的局部窗口；-I 1（p）和-I 2（p）

是局部窗口内的算术平均值；k ∈ {1，2}。根据置信

度判断结果可生成置信度掩码，其中掩码值为 1 的

部分代表该像素点上形变场φ1 的置信度更高，掩码

值为 0的部分则相反。置信度掩码公式如下

Mconf = conf（ncc（W 1，If），ncc（W 2，If）） （6）

conf（W 1，W 2）=
1， W 1 ＞W 2

0， W 1 ≤W{ 2

（7）

式中：W 1 和W 2 为模型得到的形变场作用在移动图

像上得到的配准后图像；If 为固定图像。同时，依据

分割掩码伪标签可得到基于掩码位置的掩码 Mloc，

以进一步关注解剖区域的配准可靠性。通过位置掩

码损失可以更加关注分割区域的置信度。本文通过

计算两个形变场之间的均方误差（MSE）作为基础

损失，并将其与置信度掩码及位置掩码进行加权融

合，得到最终的形变场损失函数

Ldef =Lmse⊙Mconf⊙Mloc （8）

式中：Lmse为形变场之间的均方差损失；⊙符号为矩

阵之间的哈达玛乘积。通过上述设计，模型间的互

学习可在置信度模块的引导下实现可靠且高效的知

识传递，从而提升配准精度与训练稳定性。从模型

USMt 训练得到USMt+1后，固定模型USMt+1的参

数然后按照相同方法训练模型ISMt 得到ISMt+1，并

重复该过程直至模型收敛。

图 2 置信度损失计算图

Fig.2 Overview of the confidence loss calculation module

  在复杂度方面，本文方法的改进主要体现在训

练策略层面，配准网络本身的结构与参数规模并未

增加。互学习阶段虽然同时使用两个结构相同的配

准模型，但每次迭代仅更新其中一个模型的参数，另

一模型保持冻结，因此参与梯度更新的可学习参数

量与单模型训练一致。在推理阶段，本文方法仅使

用单个配准模型进行前向计算，不再涉及多视角伪

标签生成与互学习过程，推理流程与标准配准模型

完全一致，多视角伪标签仅作为训练阶段的辅助信

息，不会影响测试阶段的配准效率。

2.4 损失函数

在预训练过程中，按照一般弱监督配准过程，损

失函数可表如下

Lsup =Lsim+αL smo+βL seg （9）

式中：Lsim 表示固定图像和配准后图像的相似性损

失；Lsmo 表示位移场的正则化损失；Lseg 表示固定图

像分割标签和配准后图像分割标签之间的相似性损

失；α和β表示权重参数。对于Lsim，使用区域归一化

互信息作为相似性度量，对于 Lseg，使用区域重叠系

数（Dice）相似性损失。对于Lsmo，使用位移场的梯度
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的L2 范数作为正则化

Lsmo（φ）=
1

Ω ∑p∈Ω

Δ

φ（p）
2 （10）

式中：

Δ

φ（p）表示在体素p处的梯度。在互学习过程

中，损失函数如式所示

Lmut =Lsim+α′L smo+β′L seg+γ′L def （11）

式中：Lsim、Lsmo、Lseg与式（9）中相同，Ldef如式（8）所

示。其中α′、β′、γ′为权重参数。通过上述多项损失的

联合优化，置信度评估不会在早期阶段对模型产生

主导性影响。随着训练推进和配准精度逐步提升，

置信度评估的可靠性也随之增强，从而在后期更有

效地引导互学习过程。模型能够在保证形变场平滑

性的同时，充分利用分割标签信息和互学习机制，从

而显著提升配准精度与模型稳定性。

2.5 评价指标

为了综合评价本文提出的配准框架在三维小鼠

大脑图谱配准中的性能，采用区域重叠系数（SDice），

95%豪斯多夫距离（DHD95%）和负雅可比行列式比例

（J）这 3 项指标进行定量评价。其中，SDice和 DHD95%

用于衡量配准的精度，而 J 用来评估形变场的平滑

性和可逆性。各指标的计算公式如下

SDice =
2 I 1 ∩ I2
I 1 + I2

（12）

DHD95% = P 95（Dx ∪Dy） （13）

Dx = {min
y∈Y
d（x，y）∀x ∈ X} （14）

Dy = {min
x∈X
d（x，y）∀y ∈Y} （15）

D（p）= det（

Δ

φ（p）） （16）

J =
1

N∑p∈Ω
[D（p）＜ 0] （17）

式中：I 1 和 I2 分别表示固定图像与配准后图像的分

割结果；P 95（·）表示选取集合中距离的 95% 分位

值；φ为形变场；D（p）表示在体素 p 处的雅可比行

列式。在性能评价中，SDice 越高，则配准精度越高，

DHD95% 值越低，则配准精度越高；J 越低，说明形变

场越平滑、形变结果越合理。

3 实验与结果

3.1 数据集

为全面验证本文提出的配准算法性能，实验在

3 组显微成像下的三维脑图像数据集上进行，分别

为 Soma-CCFv3 数据集、P21 数据集和 P28数据集。

其中，Soma-CCFv3 数据集包含了光片荧光显微镜

成像的 12 个成年小鼠大脑三维图像（Soma）以及通

过串行双光子断层扫描成像的 1 个小鼠大脑三维图

谱（CCFv3）。P21 数据集包含了 30 个出生后第 21

天的小鼠大脑三维图像。P28 数据集则包含了 30

个出生后第 28天的小鼠大脑三维图像，均基于光片

荧光显微镜成像采集。

为了保证数据一致性，所有原始图像均被统一裁

剪至 80像素×114 像素×132 像素。实验中，Soma-

CCFv3数据集使用 CCFv3小鼠脑图谱作为固定图像

进行配准。P21 和 P28数据集从各自的 30个样本中

随机选取一例作为固定图像，其余作为移动图像。

图 3 展示了 CCFv3 小鼠脑三维图像及其对应

的 5 个主要脑区的三维可视化结果，主要脑区包括

脑干（BS）、大脑皮层（CTX）、海马体（HPF）、小脑

（CB）和尾壳核（CP）。

图 3 本研究所涉及的小鼠脑三维图像及对应的 5 个主要

脑区

Fig.3 Three-dimensional brain image and the corresponding

five major brain regions involved in this study

3.2 模型训练

本文所有的模型的训练和测试均在 NVIDIA

RTX 3090 GPU上进行，实验环境基于 PyTorch深

度学习框架。在预训练阶段，采用自适应矩阵估计

优化器（Adam）进行网络参数更新，训练轮次设置

为 50。学习率使用“预热—固定步长衰减”策略，从

0逐渐升至 1×10-3，随后衰减至 1×10-5。批量大

小（batch size）设为 1。超参数设置为α= 0.1，β=

1。在互学习训练阶段，学习率固定为 1× 10-
3。此外

损失函数中引入了额外的互学习约束项，其对应的

权重参数α′= 0.1、β′= 1、γ′= 1。上述超参数通

过验证集上的经验调优确定，在保证配准精度提升

的同时避免形变场不稳定。

3.3 对比与消融试验

为了验证本文方法在三维脑图像配准中的有效

性，本文将其与多个代表性配准算法进行了对比实

验。对比方法包括公认性能优良且被广泛采用的传

统基于优化的配准模型 SyN
[41]与 Elastix

[42]，以及近
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年来提出的深度学习无监督配准模型 VoxelMorph

（VM）
[4]，TransMorph （TM）

[6]，H-ViT
[7] 和

LessNet
[8]。此外，考虑到弱监督配准方法通常通过

在既有无监督配准框架中引入分割或解剖标签约束

来实现，本文进一步基于上述深度模型构建了使用

由 SAM 模型生成伪分割标签的弱监督版本（如

VM+SAM、TM+SAM 等），以在相同模型结构和

相同伪标签条件下评估不同方法的效果，从而保证

对比实验的公平性。实验结果如表 1 所示，其中

SDice和DHD95%指标为 5 个主要脑区的平均值。

表 1 不同模型配准性能对比

Table 1 Registration performance among different models

数据集 模型 SDice DHD95% J

Soma-CCFv3

SyN
[41] 0.728 1 6.875 0 0.042 6

Elastix
[42] 0.694 3 7.643 4 0.014 9

VM
[4] 0.765 3.376 1 0.013 9

TM
[6] 0.749 1 3.676 3 0.000 4

H-ViT
[7] 0.764 9 2.993 4 0.002 0

LessNet
[8] 0.765 5 2.786 3 0.002 1

VM+SAM 0.821 3 1.861 7 0.034 2

TM+SAM 0.834 1 1.721 5 0.012 1

H-ViT+SAM 0.841 2 1.643 2 0.042 6

LessNet+SAM 0.837 0 1.742 3 0.035 9

本文 0.881 6 1.546 4 0.022 2

P21

SyN
[41] 0.849 6 3.231 5 ＜10

-4

Elastix
[42] 0.851 1 3.547 9 0.007 2

VM
[4] 0.860 4 1.576 0 0.000 5

TM
[6] 0.877 8 1.418 0 0.001 3

H-ViT
[7] 0.874 7 1.426 2 0.000 6

LessNet
[8] 0.864 8 1.533 8 0.000 9

VM+SAM 0.915 5 1.334 9 0.125 9

TM+SAM 0.913 8 1.304 1 0.079 9

H-ViT+SAM 0.919 1 1.224 5 0.181 9

LessNet+SAM 0.907 4 1.405 9 0.013 2

本文 0.9394 0.8309 0.009 8

P28

SyN
[41] 0.811 0 4.022 8 0.000 1

Elastix
[42] 0.809 7 3.260 6 0.001 2

VM
[4] 0.825 4 1.888 2 0.001 8

TM
[6] 0.832 4 1.707 7 0.001 9

H-ViT
[7] 0.832 1 1.738 7 0.009 3

LessNet
[8] 0.830 0 1.746 1 0.001 3

VM+SAM 0.880 2 1.414 6 0.010 9

TM+SAM 0.875 3 1.579 9 0.005 3

H-ViT+SAM 0.882 7 1.399 1 0.020 1

LessNet+SAM 0.877 9 1.494 2 0.005 9

本文 0.9292 0.841 4 0.009 2

 注：黑体数据为最优值。

从表 1 的结果可以看出，相较于深度学习的无

监督配准方法，引入 SAM 模型生成伪标签的弱监

督方法在配准性能上获得了显著提升。这表明伪标

签所提供的结构先验特征能够有效促进模型的配准

过程。然而，直接使用伪标签的弱监督方法并未充

分考虑伪标签的可靠性问题。在训练过程中，模型

可能错误地利用了伪标签中存在噪声或分割误差的

区域，导致训练过程不稳定，并受限于伪标签自身的

精度，最终配准性能提升有限。相比之下，本文提出

的方法通过引入互学习机制，不仅充分挖掘了伪标

签中的有效特征信息，还在知识蒸馏过程中动态过

滤了不可靠区域，从而显著提升了训练稳定性与配

准精度。在 J 指标上，本文方法未取得最优值。这

主要源于本文在训练过程中更加关注解剖结构一致

性与互学习过程的稳定性，在形变场平滑性约束上

采取了相对保守的策略，从而在一定程度上限制了

该指标的进一步优化。然而，该策略有效避免了严

重的形变场折叠，并在 SDice与 DHD95%等核心配准精

度指标上取得了更优表现，体现了配准精度与形变

合理性之间的权衡关系。

为了验证本文所提出配准框架中各个模块的有

效性，本文分别在 Soma-CCFv3、P21 和 P28 数据集

上进行了消融实验。作为脑图像配准中最为广泛使

用的算法，本文将使用伪标签的 VM 模型
[4]作为基

线模型（Base），并在其上逐步加入不同模块进行对

比分析。其中，T1 和T2 表示互学习过程中循环训

练的轮数（实验中设定T1 = 1、T2 = 2），Confidence

Module（CM）表示在互学习蒸馏过程中引入的可靠

性评估模块。不同模块的消融实验结果如表 2

所示。

从表 2 中可以观察到，比较第 1、2、3 行结果，在

未引入可靠性模块的情况下，互学习机制仍能带来

一定的配准性能提升。这主要得益于模型在不同伪

标签间的交互学习，使其能够更充分地利用标签信

息。与此同时，形变场指标表明该互学习策略在一

定程度上减轻了形变场折叠现象，但随着循环次数

增加，错误折叠数量略有上升，说明伪标签中不可靠

区域会对互学习过程造成干扰。进一步比较第 2、3

行结果可见，性能提升幅度趋于平稳，表明模型已基

本收敛。当引入可靠性模块（第 4、5 行）后，模型在

所有评价指标上均取得明显提升，说明该模块能够

有效识别并抑制伪标签中的不可靠区域，从而提高
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互学习过程的稳定性与整体配准性能。以上结果充

分验证了本文所提出可靠性模块在提升模型鲁棒性

和配准精度方面的有效性。

表 2 不同模块消融实验结果对比

Table 2 Comparison of ablation study results of different

modules

数据集 消融设置 SDice DHD95% J

Soma-CCFv3

Base 0.821 3 1.861 7 0.034 2

Base+T1 0.855 5 1.670 1 0.022 4

Base+T2 0.858 9 1.623 2 0.031 2

Base+CM+T1 0.864 1 1.593 1 0.019 1

Base+CM+T2 0.881 6 1.546 4 0.022 3

P21

Base 0.915 5 1.334 9 0.125 9

Base+T1 0.921 3 1.172 8 0.020 5

Base+T2 0.925 8 1.093 7 0.031 1

Base+CM+T1 0.934 7 0.911 2 0.006 4

Base+CM+T2 0.9394 0.8309 0.009 8

P28

Base 0.880 2 1.414 6 0.010 9

Base+T1 0.901 9 1.251 1 0.008 3

Base+T2 0.905 1 1.194 6 0.013 2

Base+CM+T1 0.913 4 1.065 3 0.006 1

Base+CM+T2 0.9292 0.841 4 0.009 2

 注：黑体数据为最优值。

为进一步分析多视角伪分割掩码在不同融合策

略下的特性，本文在 Soma-CCFv3 数据集上对交集

与并集掩码在多个脑区上的信息完整性与可靠性进

行了定量评估。结果如表 3 所示，可以观察到，交集

掩码在各脑区上均表现出较高的精确率，但召回率相

对较低，表明其能够有效减少错误伪标签，但同时会

遗漏部分真实解剖结构；相比之下，并集掩码显著提

高了召回率，但精确率明显下降，说明其在覆盖更多

解剖区域的同时引入了更多噪声。上述现象在不同

脑区上具有一致性，反映了交集与并集掩码在可靠

性与信息完整性之间的固有权衡关系。同时我们还

将仅使用交集和并集掩码作为伪标签进行配准的结

果（Dice（Reg））进行了对比，指标在多个脑区上呈现

出明显差异，侧面验证了交并集掩码的多样化特征。

基于上述分析，单独依赖任一类伪标签均难以

兼顾信息完整性与可靠性。本文通过互学习机制引

导由不同伪标签监督的配准模型相互学习，并结合

置信度模块动态抑制不可靠区域，从而更充分、稳健

地利用解剖结构信息。

表 3 交集与并集伪分割掩码特性及其对配准性能

的影响

Table 3 Characteristics of intersection and union pseudo-

segmentation masks and their impact on registration

performance

配准方法 指标 BS CB CP CTX HPF

交集伪

分割掩码

精确率 0.95 0.91 0.96 0.94 0.95

召回率 0.74 0.52 0.79 0.70 0.69

配准精度 0.84 0.80 0.90 0.82 0.83

并集伪标

分割掩码

精确率 0.68 0.48 0.60 0.74 0.48

召回率 0.92 0.82 0.92 0.93 0.90

配准精度 0.83 0.81 0.84 0.85 0.86

本文 配准精度 0.87 0.82 0.92 0.90 0.87

 注：黑体数据为最优值。

此外，为验证本文方法在分割一切模型预测质

量下降情况下的鲁棒性，本研究设计了伪分割掩码

退化实验，通过逐步降低可用伪分割掩码比例来模

拟伪标签质量退化的情形。为便于表示，记 r 为分

割掩码的随机保留采样比例，并且在不同比例下重复

实验 5次记录配准精度的平均值（蓝色线条）和波动

范围（蓝色阴影），基线方法是不使用伪分割掩码的无

监督方法。实验结果如图 4所示。由图可见，随着伪

分割信息的减少，本文方法的配准性能呈现出渐进式

下降趋势，并在中度退化条件下仍显著优于基线方

法。实验结果表明，提出的多视角融合、互学习及置

信度机制在分割质量退化场景下具有一定的鲁棒性。

图 4 分割质量退化条件下的配准鲁棒性分析

Fig.4 Robustness analysis under degraded pseudo-segmentation

quality

3.4 可视化分析

为了更加直观地比较和分析不同配准方法的效

果，本文将在 Soma-CCFv3 数据集上的实验结果进

行可视化展示，如图 5 所示。
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图 5 中展示了各方法在水平面视角下不同切

片的脑区轮廓，其中黄色线条表示固定图像的脑

区轮廓，用于直观评估配准后的结构重合程度，紫

色和蓝色方框放大了切片中较复杂的脑区轮廓，

用于明显可视化不同方法的配准结果。配准结果

中，脑区结构与轮廓线的重合度越高，说明配准精

度越高。从图 5 可以看出，传统迭代优化方法 SyN

和 Elastix的配准精度有限，在多个区域出现明显

偏移。深度学习方法在大尺度脑区结构上能够较

好配准，但在结构复杂或边界模糊的区域中与真

实轮廓的吻合度较低。相比之下，本文提出的方

法借助分割伪标签对配准过程进行辅助，有效提

高了关键脑区的结构配准精度。同时，引入的置

信度模块能够在学习过程中动态聚焦于可靠性较

高的区域，从而在复杂脑区边界处也能保持良好

的配准效果。

    （a）原始图像 （b）SyN （c）Elastix （d）VM （e）TM （f）H-ViT （g）本文方法

图 5 不同方法配准后图像在水平面视角下的不同截面脑区轮廓图

Fig.5 Brain region contours from different registration methods in horizontal cross-sections

4 结 论

本文针对复杂三维大脑结构对高精度配准的需

求，提出了一种结合分割一切模型与互学习机制的

弱监督三维脑图像配准方法。通过微调分割一切模

型并采用多视角融合策略，本文获得了具有多样性

和结构一致性的伪分割掩码，从而有效解决了弱监

督配准中分割标签难以获取的问题，并为互学习提

供了丰富而可靠的特征先验。在此基础上，设计的

互学习框架能够充分挖掘多视角伪标签的互补信

息，并借助置信度模块动态过滤不可靠区域，从而显

著提升了训练过程的稳定性与配准性能。实验结果

表明，该方法在多组三维小鼠脑图像数据集上均取

得了优于现有无监督及弱监督方法的性能，验证了

利用分割一切模型辅助弱监督配准的有效性与潜

力。本文方法在一定程度上依赖分割一切模型生成

的伪分割掩码质量，但通过多视角融合、互学习机制

及置信度模块的协同设计，并经伪分割退化实验验

证，在分割质量逐步下降的情形下仍能够保持较为

平缓的性能退化趋势。未来工作将进一步探索更鲁

棒的伪标签生成策略以及分割与配准的联合优化框

架，以提升方法在复杂成像条件和跨模态场景下的

适应能力。
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